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第 1 章 序論
1.1 研究背景
近年、人工知能 (AI)の進化は驚異的であり、宇宙、医療、芸術、教育、産業など、その応用範囲は
ますます広がっている [1{5]。中でも組み込みシステムにおいては、制約のある環境での効率的な処
理やリアルタイム性が求められており、マイクロコントローラ (マイコン)を用いて AIを組み込むこ
とによる研究が注目を集めている [6, 7]。
従来の組み込みシステムは、特定の任務に焦点を当てたプログラムや制御アルゴリズムを実行する
ものであった。しかし、AIの導入により、システムは環境の変化に柔軟に対応し、学習や意思決定
の能力を向上させることが期待される。

Internet of Things(IoT) の時代が到来しつつある中で、ネットワークを介して集まる情報を処理
する人工知能 (AI) 技術、特に深層学習 (deep learning) の発展はなくてはならない存在であると言
える [8]。中でも、従来の IoTにおける AI活用は、端末機器がクラウド・サーバと通信を行う形が
主流であった。端末機器からの情報をもとに、クラウド・サーバ内部の深層学習の結果として得られ
た AIモデルが推論を行い、結果のみを受け取って返す仕組みとなっている。この方式の欠点として、
リアルタイム性の確保が難しく、ネットワークへの常時接続が不可欠であることが挙げられる。
このような課題に対処するため、新たなアプローチとして注目を集めているのがエッジコンピュー
ティング技術である。AIモデルを組み込んだ端末機器で処理を完結させることで、リアルタイム性
の向上やネットワークへの依存の軽減が可能である。
しかし、その一方で通常のマイコンであれば、メモリなどの計算資源が限られているため、そのま
ま深層学習を利用した AIモデルを実装しても十分なパフォーマンスを得られることはないだろう。
AIに要求される処理のうち、非常に計算コストが高い学習と比べると推論のコストはそこまで高い
ものではない。また、専用の AIアクセラレータを備えたマイコンであれば、推論の処理を十分に行
い、かつ、その推論情報をもとにしながら別の処理を行うことが可能だ。
本研究では組込みシステムに組み込む AIモデルとして畳み込みニューラルネットワーク (CNN :

Convolutional Neural Network)を扱うことにした。CNNは深層学習の画像処理分野において様々
なタスクに特化した手法が研究されており、物体認識、物体検出、画像生成など多岐にわたる。また、
エッジデバイスでの運用を考えられた軽量なモデルがあることからも、CNNモデルを組込みシステ
ムに組み込むことができると考えた。
西山による先行研究では類似性ファジィ推論を用いた白線追従制御器を開発し、コースの走行実験
を行ってきた [9]。このシステムはフォトセンサを用いて白線の情報を読み取り、マイコン内で演算
を行うものであった。今回、コースの情報をセンサではなくカメラを用いることによって深層学習モ
デルを組み込んだシステムを構築することにした。カメラはその性質上、単純なフォトセンサよりも
処理が遅くなることは容易に考えられる。しかし、だからこそ画像処理や深層学習、機械学習への理
解が深められ、深層学習モデルを組み込んだライントレースカーを試してみることは十分に意義のあ
ることであると考えられる。
西山のライントレースカーを再現し、比較の対象とする。その際、アルゴリズムを多少変更して走
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行挙動の変化について調べた。フォトセンサを用いた白線の検出は、白線検出の一点に絞れば高速で
あり最適であると考えられる。それに対してカメラでの白線検出は、白線以外にも多くのものが映像
に現れ、白線を抽出するだけでも多くの処理を必要とする。それでも、ライントレースに関する新た
な知見を得られることを期待し、カメラを使用した走行がどれだけフォトセンサを使用した走行に迫
れるかを実現しようとするものである。
カメラによる白線検出の方法として 2 種類を選択し、1 つは機械学習、もう 1 つは白線のベクトル
抽出を組み込んだ。どちらが優れているのか? それぞれの長所と短所に関しても実験を通して考えて
いきたい。

1.2 目的
本研究の目的はカメラを用いた白線追従走行器 (ライントレースカー)を設計、製作しコースを走
行するシステムを開発することである。その過程として、カメラから得られる情報として画像とベ
クトルの 2 種類を別々の方法で取得し、それぞれのライントレースカーの回路の設計と製作を行い、
コースの走行を目指す。
画像データから走行のための制御量を計算するメインチップとして Maix bit を使用した。Maix

bitはMicroPythonによるプログラミングが可能で、ESP32のような開発ボードとほとんどサイズ
が同じであることから電子工作においては扱いやすいものである。特に深層学習モデルを高速で扱え
るアクセラレータを搭載していることから、ライントレースの処理を AIにさせることができるので
はないかと考え、実装していくことにした。
ベクトル情報を使用する方法としてはメインのチップには ESP32を使用し、カメラモジュールに

Pixy2 を使用している。このライントレースカーに関しては回路の設計、製作だけではなく、ボディ
パーツを 3 D プリンタで出力することでキットを使わないオリジナルなものの開発を目標とした。
また、西山のフォトセンサを用いたライントレースカーを今回制作したライントレースカーに実装し
て、両者の比較をより直接的なものにした。
これらを実現するためには扱うマイコンへの理解や深層学習の手段や方法について深く知る必要が
あり、その技術を身に付けることも目的の一つである。

1.3 研究の概要
本研究では、ライントレースカーにおける情報取得をカメラで行い、画像データからモータ制御を
行う方法と、ベクトル情報から制御を行う 2 つの方法を試した。本稿の構成は以下の通りである。第
2 章では本研究のベースとなる先行研究について述べる。第 3 章では本研究で使用したマイコンやモ
ジュールについて使用方法や特徴を述べる。第 4 章では深層学習モデルを用いたライントレースカー
の制作および実験結果について述べ、第 5 章ではラインのベクトル情報を用いたライントレースカー
の設計と製作および実験結果について述べる。最後に第 6 章にまとめを述べ、今後の課題と展望につ
いて述べる。
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第 2 章 先行研究
本研究の内容紹介前に、ベースとなる所属研究室の先行研究として、西山のライントレースカー [9]

について述べる。
西山はライン類似度ファジィ推論を用いたライントレースカーを開発し、その動作検証を行った。
このライントレースカーはラインの情報を 8 個のフォトセンサで取得し、その情報をもとに演算を行
うものである。ファジイ推論は、数値化が難しい性質のものや具体的な数値との結びつけが難しい問
題に対して有効であり、ルールに熟練者の知識を組み込んで反映させることができる特徴をもつ。し
かし、通常のファジイ制御では、制御量の調整にメンバーシップ関数の形状変更やファジィルールの
調整が必要である [10, 11]。これには熟練者が実際の物理現象に近いメンバーシップ関数を調整する
必要があるが、最適なメンバーシップ関数の設計には膨大な検証とチューニングが必要となる問題が
あった。この問題に対処するため西山はメンバーシップ関数に類似度演算を適用する類似度ファジィ
推論法を使用し、ライントレースカーの制御を行った。
走行させるライントレースカーの外観を図 2.1に示す。

図 2.1 類似度ファジィ推論を用いたライントレースカーの外観

従来のファジィ推論法ではメンバーシップ関数を用いて適応度 �を導出し、�を重みとした加重平
均より制御量を決定していた。西山は適応度の導出において Overlap coe�cient を改良した類似度
計算を用いた。Overlap coe�cient を用いたときの適応度 �の導出の式を式 2.1に示す。

�i =

P8
a=1 min(SRia; Sa)

min(
P8

a=1 SRia;
P8

a=1 Sia)
(2.1)

センサ入力を S、センサルールを SRとし、類似度演算の推論結果を �とする。Overlap coe�cient

では j A \ B jを分子に用いるが、センサ値の場合は数値であるため集合ではなくmin演算を用いて
計算している。iはルールの数であり本実験では 5 ルールを使用する。aはセンサの数を表している
ため、1～8 までの合計値で計算する。
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次に式 2.2に示すように各ルール iに対する推論結果 �i を重みとする操舵角ルール ARi の加重平
均より操舵角制御量 SP を決定する。

SP =

P5
i=1 �i � ARiP5

i=1 �i

(2.2)

左右モータ制御量の決定については、式 2.2における操舵角ルール ARi をそれぞれ右モータルール
RMRi、左モータルール LMRi に置き換えて計算することによって導出する。また、ARi、RMRi、
LMRi の設定のために差分進化法 (DE:Di�erential Evolution)によって最適化を行った。
次にシステム構成について述べる。フォトセンサを使用し、類似度ファジィ推論を用いたライント
レースカーのシステム構成を図 2.2に示す。

図 2.2 類似度ファジィ推論を用いたライントレースカーのシステム構成

類似度ファジィ推論を用いたライントレースカーは 8 個のアナログ入力のフォトリフレクタによっ
てコース情報を取得し、過去の走行情報から作成したルールとの類似度を導出することで推論を行
う。推論結果と操舵角、右モータ、左モータそれぞれのルールをもとにして式 2.2の計算を行うこと
でそれぞれの制御量を決定する。メインの CPU には ESP32 を使用し、計算された値は逐一WiFi

で PCに送信してデータを取得できるようになっている。
次にコースについて述べる。
コースは図 2.3に示すような Japan Micom Car Rally規定のコースを用いた。このコースは直線

600 mm × 4 枚、カーブ半径 R450 mm × 16枚を用いた全長 10 m、幅 300 mmのコースとなって
いる。コース中央に幅 20 mmの白いセンターラインがあり、その両端に 10 mmの灰色ライン、ま
たコースの両端にも 10 mmの白線が施されている。このコースを 2 周走行させて走行時間、走行速
度、サンプリング数、処理速度について比較を行った。
走行ルールを 5 ルールとし、推論方法を変更したときの走行データを表 2.1に示す。
推論方法として、Overlap coe�cient(min)、Overlap coe�cient の分母を変更したもの (max)、

jaccard、dice、簡略化ファジィ推論の 5 つ選択した。max、jaccard、diceについて、推論方法の算
出方法は以下に示す。
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図 2.3 走行コース

表 2.1 2周走行結果

min max jaccard dice Fuzzy

走行時間 (s/2lap) 15.42 14.54 15.07 15.42 15.71

走行速度 (m/s) 1.29 1.38 1.33 1.29 1.27

サンプリング数 22540 21261 22026 22517 22591

処理速度 (us) 684 684 684 685 695

Overlap coe�ent(分母変更)

Overlap coe�cient演算は式 2.1である。この演算において、センサ入力 S は白線を検出した場合
8 つのセンサのうち隣り合う 2 つが最大値となる 1 に近い値を示し、残りが 0 となる。また、センサ
ルール SR は 8 つのセンサのうち隣り合う 2 つの値を最大値として設定しているため、センサ入力
S とセンサルール SR を比べると 8 つのパラメータのうち隣り合うどこか 2 つの値を参照する。ま
た、Overlap coe�cient演算の分母は最小値をとるためセンサ値を参照するが、分母を最大値に変更
するとセンサが反応した部分のルールの値 (1)を参照する。

Overlap coe�cient演算分母を変更したもの (max)を 2.3に示す。

�i =

P8
a=1 min(SRia; Sa)

max(
P8

a=1 SRia;
P8

a=1 Sia)
(2.3)

この演算手法での適応度 � を Overlap Coe�cient 演算での適応度と比較すると、分母に max を
使用することで適応度がわずかに低くなる。

5



Jaccard

Jaccard演算は 2 つの集合に含まれている要素のうち共通要素が占める割合を表しており、分子に
センサ入力 S とセンサルール SRの共通要素を示し、分子にセンサ入力 S とセンサルール SRの和
集合をとることで式 2.4となる。

�i =

P8
a=1 min(SRia; Sa)P8

a=1 SRia +
P8

a=1 Sia �
P8

a=1 min(SRia; Sa)
(2.4)

Dice

Dice演算は Jaccard演算の分母を 2 つの要素の和集合から 2 つの要素数の平均をとることで計算
できる。よって、Dice演算は 2 つの集合の平均要素数と共通要素数の割合を表しており、式 2.5と
して計算できる。

�i =
2 �

P8
a=1 min(SRia; Sa)P8

a=1 SRia +
P8

a=1 Sia

(2.5)

以上の計算方法を用いてフォトリフレクタをセンサとしたライントレースカーが、1 周あたりにど
の程度のラップを刻むのかを改めてプログラムして書き込んで測定してカメラ走行に対する基準とし
た。表 2.1は西山の手法と推論方法を変更した手法でコースを走行させたときの結果を示しており、
西山の手法は minの列に相当する。推論方法を変更することによってわずかな変化はあったが、極
端な違いはなく、1 周約 7 秒～8 秒での走行していた。
走行速度が最も速いものは Overlap coe�cient 演算の分母を変更したものであった。これは適応
度の計算において分母に maxを用いると分母に minを用いたときに比べてわずかに適応度が大きく
なる。そのため出力値がわずかに大きくなるため走行速度が速くなったと考えられる。
走行データを図 2.4に示す。

図 2.4 Overlap coe�cient(max)のモータ出力

出力を見ると、はじめの直線部分において細かな揺れが発生していることが分かる。これは、直線
部において少しでも斜めに進行すると、隣り合うセンサが何度も反応し、それぞれが逆方向に向こう
とするために発生してしまうものである。この揺れは目視でも確認できるものであり、フォトセンサ
ユニットを取り付けているヘッド部分が左右に振れながら走行していた。
本研究では、フォトセンサを用いたときの走行データを以上のものとし、カメラを使用した時の走
行がどうなるのかを次章以降で調べていく。
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第 3 章 開発環境
3.1 Maix bit

3.1.1 Maix bitの特徴
Maix bit は RISC-V アーキテクチャの CPU と深層学習アクセラレータ KPU を内蔵するワン
チップ IC "K210" を搭載したマイコンボードである。[8] 特徴として約 11 FPSと高速な物体認識性
能と、平均 180 mAの低消費電力性能を両立している。信号を ON/OFFする GPIOや、PWM信
号出力、シリアルインターフェース機能を持つ I/O端子を備えているため、カメラを利用したライン
トレースカーのメインの制御用マイコンとして利用した。Maix bitの外観を図 3.1に示す。

図 3.1 Maix bitの外観

サイズは 52.3 × 25.4 mmと小型であり、ブレッドボードに挿せる形状であることから拡張性が高
く、電子工作にも向いているマイコンボードであると言える。また、図 3.1右にあるカメラユニット
と映像確認用のディスプレイユニットも同梱されており、画像処理や機械学習を使ったシステムを組
み込みやすくなっている。
搭載されている Kendryte K210 の最大の特徴は Knowledge Processing Unit(KPU) という、深
層学習のためのアクセラレータを持つことである [12]。これによって、畳み込みニューラルネット
ワークなどのディープラーニングのアルゴリズムを高速に実行することができる。なお、KPUで畳
み込みニューラルネットワークを演算するためには、事前に学習データを用意しておく必要がある。

Maix bit でのプログラミングを行うためには専用の統合開発環境の MaixPy Ide を使用し、
MicroPythonでの記述を行う。

3.1.2 畳み込みニューラルネットワークについて
畳み込みニューラルネットワーク (CNN : Convolutional Neural Network)は近年研究が熱心に行
われている深層学習手法の一つで、主に画像認識分野で優れた性能を発揮している。2 次元データで
ある画像は横の並びだけではなく縦の並びが重要であり、これを分類するためには 1 次元に並べるだ
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けでは分類するのは難しいものとなっている。畳み込みニューラルネットワークのアルゴリズムは
ニューラルネットワークが 2 次元の画像の形状を保持したまま処理できるよう拡張されたものであ
り、その中心となる仕組みは畳み込み層とプーリング層からなる特徴抽出にある。
畳み込み層は、畳み込みフィルタを用いて手前にある層の特徴抽出を行う層であり、画像に対する
処理としては画像より小さいサイズのフィルタをスライドさせながら掛け合わせることによって行わ
れる。

図 3.2 畳み込み処理

CNNにおける畳み込み処理の例を図 3.2に示す。画像左に入力画像、真ん中の黄色の配列が特徴
を抽出するためのフィルタ、右が畳み込み処理を行った後の値となる。畳み込みの処理は以下のよう
になる。
入力画像として 6 × 6 の白黒画像として数字の 2 の画像を入力する。次にフィルタを入力画像の
左上の部分に合わせ、重なっている 9 個のセル各々に対して、それらのセルの数値を掛け算する。そ
して、この 9 個の掛け算の結果を合計する。この例では画像とフィルタの両方が 1 となっている部分
が 1 つしかないため合計値は 1 となる。次にこのフィルタを 1 セル分右にずらし同様の処理を行う。
フィルタを順にずらしていき、右まで移動したら 1セル分下げて右にずらしていく処理を繰り返す。
以上の畳み込みの処理によって得られた行列は、元の画像の各領域部分にどの程度フィルタと類似
している画像が存在していたかを表している。

CNNでは畳み込み層の後にプーリング層と呼ばれる領域を圧縮する処理を行う層を加える。

図 3.3 プーリング層の処理

図 3.3にプーリング層の処理の例を示す。この例では 4 × 4 の畳み込まれた行列を赤線のように 2

× 2 の領域の行列で区切り、最大値プーリングでは各領域の中の最大値をその領域の値とする。
CNNの場合、学習の対象はフィルタとなる。フィルタを使って畳み込みの処理を行った結果は入
力画像をそのフィルタで特徴づけたデータになっている。そしてこのデータを通常のニューラルネッ
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トワークに渡し、教師データとの誤差から誤差逆伝播法を用いて、ニューラルネットワークのパラ
メータが更新され、それと同時にフィルタ自体も更新される。

3.1.3 Maix bitでの CNNモデルの使用方法
次に、Maix bitで CNNモデルを組み込む際の使用方法を述べる。Maix bitに CNNモデルを組
み込むには専用の学習モデル変換ツール「NNCase」使用する必要があるが、文献 [12]にある方法で
はうまくいかなかったため、動作した方法を記述する。文献 [12]の方法では、kmodelフォーマット
に変換できないか、変換できても Kendryte K210 にロードすることができず利用できなかった。試
行錯誤の末、以下に示す方法でうまく学習データを利用可能となった。
初めに CNN モデルを作成する。モデルの作成には TensorFlow と Keras を使用する。Tensor-

Flowは、Googleが開発しているディープラーニングや機械学習を開発するためのソフトウェアライ
ブラリで、Kerasは TensorFlow上で動作するディープラーニングを使いやすくするライブラリであ
る。これらを利用することで比較的短いソースコードでニューラルネットワークを構築することが
できる。TensorFlow v2.12.0、Keras v2.12.0を使用し、学習データは手書き数字のデータセットの
MNISTを使用して 0～9までの数字の分類モデルを作成した。

図 3.4 手書き数字のモデル

図 3.4 のように文献 [12] の CNN モデルを作成した。このモデルは畳み込み層 (Convolution) と
プーリング層 (Max-Pool) を 2 回かけた構造となっている。モデルの最後には全結合層 (Dense) を
かけており、抽出した特徴から 0～9までの数字それぞれの確率を出力する。

TensorFlowでは組み込み機器や IoT端末などでモデルを動作させるために、TensorFlow Liteと
いうコンパクトなディープラーニングのモデル形式を持つ。TensorFlow Lite 向けに作成した学習
データは、Kendryteが提供する NNCaseを使用することで、Kendryte K210向けの学習モデルの
フォーマット kmodelへ変換する。
モデルを変換するプログラムをプログラム 3.1に示す。

プログラム 3.1 モデル変換のプログラム
1 #TensorFlow -> TensorFlowLite 形式に変換
2 converter = tf.lite.TFLiteConverter.from_keras_model(model)

3 tflite_model = converter.convert()

4 tflite = os.path.join(model_dir, ’model.tflite’)

5 open(tflite, ’wb’).write(tflite_model)
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6

7 #TensorFlowLite->kmodel 形式に変換
8 import subprocess

9 kmodelv2 = os.path.join(model_dir, model_dir_name + ’.kmodel’)

10 subprocess.run([’./ncc_win_x86_64_v2_beta4/ncc.exe’, ’compile’, tflite, kmodelv2, ’-i

’, ’tflite’, ’-o’, ’kmodel’, ’--dataset’, img_path])

TensorFlow Lite コンバータで、Kerasの学習モデルから、TensorFlow Lite の学習モデルに変換
する。TensorFlow Liteの学習モデルの拡張子は"t
ite"である。次に NNCaseで TensorFlow Lite

の学習モデルを KPUの学習モデルに変換する。KPUの学習データの拡張子は"kmodel"である。
NNCaseは Pythonへの組み込み関数ではなく外部のプログラムなので、外部のプログラムを呼び
出す subprocessで起動させる必要がある。

3.2 ESP32

ESP32 は中国の Espressif Systems 社が開発した 32 ビットマイコンで、チップ上に Wi-Fi 通
信モジュールが搭載されていることから、電子工作だけでなく IoT 端末用のマイコンとしても使用
される [13]。本研究ではベクトル情報を用いたラントレースカーの制御用マイコンとして採用した。
ESP32の外観を図 3.5に示す。

図 3.5 ESP32の外観

ESP32-devkitC は開発環境として ArduinoIDE や Micropython によるプログラミングが可能と
なっている。ArduinoIDEは C++風の言語での記述ができ、センサやアクチュエータを制御するラ
イブラリや通信用ライブラリなどが豊富に提供されており、扱いやすい。ESP32の動作電圧は 3.3 V

であるが電池などの電源を利用する場合は 3.7 Vから 6.0 Vの入力が必要のため外部の電源を使用し
ない場合 3 本または 4 本の電池が必要となる。

CPUは Tensilica社のXtensaLX6によるデュアルコア構成で処理を行い、動作周波数は 240 MHz

で動作する。プログラムメモリとして 480 kbyte の ROM を持ち、データメモリとして 520 kbyte

の SRAMを持つ。
アナログ入力機能として、12 bit A/Dコンバータを 2 チャンネル搭載しており、アナログ入力に
対応したピンに割り振ることができる。12 bit もの高い分解能を持ちながら、サンプリング速度は
10 ns程と高速で処理が可能である。
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シリアル通信機能として、I2Cや SPIなどに対応している。どちらも 2チャンネルずつの接続が可
能となっており、通信用のピンであればどのピンにもリマップ可能となっている。
無線通信機能としてWi-Fi通信機能と Bluetooth Low Energy(BLE) を備えている。Wi-Fi機能
はステーションモード (STAモード)とアクセスポイントモード (APモード)があり、STAモードは
主に PCや他の機器への送信を行い、APモードでは PCやスマホなどからアクセスする場合に使用
する。
最大の特徴としては ESP デバイス間で無線通信が行える ESP-NOW である。ESP-NOW は、

Espressuif社が開発した通信仕様で、Espressif社のWi-Fiデバイス間でデータを送受信するための
独自技術となっている [14]。インターネット経由ではなく直接通信ができること、他の通信方式に比
べて非常に高速に送受信ができる。テキストやセンサーデータなどをやり取りするのに有効な手段で
ある一方で、一度に通信できるデータ量は 250 バイトになっているため、画像や音声などのマルチメ
ディア的な用途には適さない。また、通信は 1対 1のみとなっており、複数デバイスに同じデータを
共有するような使い方にも向かない。本実験においては走行中の走行データを ESP-NOWによって
リアルタイムに送信し、走行データを取得するようにしている。
この方法の最大のメリットはインターネット環境が不要であるため、無線通信に場所を選ばないこ
とである。とはいえ、ライン走行のメインルーチンの中にデータ送信ルーチンを入れるのは処理能力
の関係で難しく、それぞれ別スレッドを立てることで走行制御と通信を両立し、独立して動作するこ
とができる。

3.3 Pixy2

Pixy2は高速イメージングセンサによってオブジェクトを検出し追尾できるモジュールとなってい
る。ラインを検出する機能が優れており、交差点や道路標識をも検出することが可能となっている。
Maix bitと大きく違う点として Pixy2はライン追跡アルゴリズムを 60 FPSで動作させることがで
きることにある。図 3.6に Pixy2の外観を示す。

図 3.6 Pixy2の外観

Pixy2は前面にカメラを持ち、背面に USBコネクタ、ボタン、接続用コネクタを持つ。レンズ視
野は水平 80 度、垂直 40 度で解像度は 1296 × 976 Pixelである。
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通信方式として、SPI、I2C、UARTおよび USBと多様なインターフェースが用意されているた
め制御用のマイコンへのアクセスが容易である。本研究ではライン追跡を Pixy2で行い、取得された
情報を ESP32へ通信してモータの制御をするようにした。

Pixy2 の設定と取得する映像の確認には PixyMon を使用する。PixyMon の使用方法としては
Pixy2 とケーブルで接続してソフトを起動するだけで Pixy2 が撮影できている映像を確認すること
ができる。

図 3.7 Pixy2での描画空間

図 3.7に Pixy2の描画空間を示す。実際に撮影された映像は縦横の 2 次元空間に転写されており、
画面左上を基準とし、横軸 (x方向)に 78 pixel、縦軸 (y方向)に 51 pixelの描画空間を持つ。

ESP32とは SPI通信によって通信を行い、Pixy2からは取得されたベクトル情報 (x0,y0),(x1,y1)

が送信され、ESP32からはプログラムの実行時に Pixy2の動作設定を送信することで Pixy2のモー
ドを切り替えることができる。このモード切替によって幅の認識程度や認識精度が変化する。
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第 4 章 CNNを使用した白線追従制御器の制作
4.1 概要
カメラを使用した白線認識システムを構築し走行することを考えた。元となる市販のライントレー
スカーのメインとなる制御用マイコンとフォトセンサユニットを変更しファジィ推論による走行が可
能か確認した後に、カメラを取り付けて走行中の画像と走行データを取得した。取得した画像を基に
走行中のラインの状態を判別する CNNモデルを作り、取得した走行データに合わせて各パラメータ
を調整し、シミュレーションを行った後に実際のコースでの走行を行った。

4.2 CNNを行うための準備
4.2.1 開発用ボードの変更
白線認識部をカメラユニットに置き換える試みとして機械学習と画像処理を高速で行える Maix

bitマイコンに変更した。Maix bit はカメラ、マイク、ディスプレイなどの機能を備えた小型の AI

デバイスであり、Tensor
ow で作成できるモデルを用いて機械学習アルゴリズムを実行することが
できる [12]。また、ESP32 マイコンのように I/O ピンが直接外部に出ている開発用ボードのため、
モータとサーボへのアクセスと出力が容易であると考えられる。

4.2.2 フォトセンサユニットの変更
メインの CPUをMaix bitマイコンに変更し、走行時のコース状況を保存するためにまずフォト
センサを使って走行させた。ファジィ推論を使用した機体は ADコンバータを内蔵した ESP32マイ
コンを使用し、マルチプレクサによる入力信号の切り替えによってセンサから情報を取得していた。
しかし、Maix bitマイコンには ADコンバータが内蔵されていないため、ESP32に搭載されている
ものと分解能が同じ 12 bit ADコンバータのMCP3208をフォトセンサユニットに組み込んだ。こ
のとき、センサ情報の取得には SPI通信を使用した。

4.2.3 写真撮影用走行器
マイコンとフォトセンサを変更した走行器を図 4.1に示す。
ボディとモータドライバには株式会社日立ドキュメントソリューションズ製のマイコンカー制作
キットをベースとして、フォトセンサユニットとマイコンを変更した。Maix bit マイコンを用いた
ライントレースカーにおいてフォトセンサユニットでの走行を確認できたため、ボディ中間部にカメ
ラを設置して走行中のコースのラインの撮影を始めた。この時、ESP32では C言語でプログラムを
記述していたが、Maix bitでは AIを処理するためにMicroPythonで記述している。フォトセンサ
を用いた走行においてもMicroPythonでの記述を行っているが、極端に遅くなることはなく、無事
にコースを完走することができた。
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